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Resumen. Los modelos de computo inteligente
aplicados a la medicina se han convertido en un area
creciente de investigacion en todo el mundo. En el
presente articulo se presentan los resultados de una
investigacion documental que permite identificar los
modelos de coOmputo inteligente mas importantes del
estado del arte que se aplican en el pre-diagnéstico de
enfermedades, asi como un estudio de los algoritmos
que representan a cada uno de estos modelos.
Asimismo, mediante el uso de la plataforma WEKA y de
los repositorios KEEL y UCI, se estudia el desempefio
que exhiben esos clasificadores de patrones al ser
aplicados en el pre-diagnéstico de algunas
enfermedades crénicas de importancia en el contexto de
la salud de los seres humanos. En particular, se prueban
algoritmos representantes de los enfoques mas
apreciados en el area de la clasificacion inteligente de
patrones. En la parte experimental del presente articulo
se aplicaron estos algoritmos de cémputo inteligente en
bancos de datos de cancer de mama, hipertiroidismo e
hipotiroidismo. Los resultados que se derivaron de los
experimentos muestran la superioridad del desempefio
de las maquinas de soporte vectorial, del clasificador 1-
NN y de la Lernmatrix tau [9]. Los desempefios
alcanzados permiten confirmar, con un alto grado de
certeza, la utilidad de los modelos de cémputo
inteligente en el pre-diagnéstico de
enfermedades cronicas.
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Pre-diagnosis of Chronic Diseases
using Computational Intelligence
Models

Abstract. Computational intelligence models applied to
medicine have become a growing area of research
around the world. This article presents the results of a
documentary research that allows identifying the most
important computational intelligence models of the state
of the art that are applied in the pre-diagnosis of
diseases, as well as a study of the algorithms that
represent each of these models. In addition, using the
WEKA platform and the KEEL and UCI repositories, the
performance exhibited by these pattern classifiers when
applied in the pre-diagnosis of some important chronic
diseases in the context of human health is studied. In
particular, algorithms representing the most appreciated
approaches in the area of intelligent pattern
classification are tested. In the experimental part of this
article, these computational intelligence algorithms were
applied in databases of breast cancer, hyperthyroidism,
and hypothyroidism. The results that were derived from
the experiments show the superiority of the performance
of the vector support machines, the 1-NN classifier and
the Lernmatrix tau [9]. The performances achieved allow
confirming, with a high degree of certainty, the
usefulness of computational intelligence models in the
pre-diagnosis of chronic diseases.

chronic
intelligent

diseases,
pattern

Keywords. Pre-diagnosis,
computational intelligence,
classification, WEKA, UCI, KEEL.

Computacion y Sistemas, Vol. 24, No. 3, 2020, pp. 1313-1325

doi: 10.13053/CyS-24-3-3492



ISSN 2007-9737

1314 Patricio Reyes Ledn, Julio César Salgado Ramirez, José Luis Velazquez Rodriguez

1 Introduccién

El impacto social de las enfermedades crénicas
en la poblacion es uno de los temas de actualidad
en la investigacién cientifica a nivel mundial [1].
Son notables los esfuerzos realizados por los
grupos de investigacion, con evidente interés en
minimizar los efectos negativos de este tipo de
enfermedades. Como ejemplo prominente del tipo
de esfuerzos que se realizan a nivel internacional,
se puede mencionar el diagnéstico médico por
medio de algoritmos inteligentes, cuyo auge es
reconocido hoy en dia. Para los profesionales que
tratan temas de salud publica, es evidente que el
diagndstico temprano de una enfermedad croénica
en un paciente aumenta sus posibilidades de
supervivencia [2].

El diagnosticar una enfermedad en etapas
tempranas, implica reducir el impacto negativo que
tienen sobre la poblacion, aumentando la calidad
de vida de los pacientes al brindar el tratamiento
adecuado, ademas de proporcionar informacion
Gtil para el posible desarrollo de una cura [3]. En
este sentido, son relevantes para el ser humano
las enfermedades cronicas, las cuales se
caracterizan por ser de progresion lenta y de larga
duracién. Segun la Organizacién Mundial de la
Salud, este tipo de enfermedades aparecen
debido a factores ambientales; o bien, son de
caracter hereditario. El cancer, la diabetes y la
hipertension son  ejemplos de algunas
enfermedades cronicas comunes [4-7].

A fin de ejemplificar la gravedad de las
afectaciones que produce la primera enfermedad
mencionada, es preciso mencionar que, a nivel
mundial, el cancer de mama es el tipo de cancer
mas comun en las mujeres, y es un problema de
salud grave en todo el mundo. En México, el
cancer de mama es la segunda causa de muerte
en mujeres de 20 afios en adelante. Ademas, cada
nueve minutos se detecta un nuevo caso y existen
mas de 60,000 mujeres de 14 afios y mas con
este padecimiento [8].

Respecto de la disciplina llamada cémputo
inteligente (en inglés: computational intelligence),
es conocido que fue introducida en 1994 por
James Bezdek en un importante articulo, donde el
autor enuncié los fundamentos del computo
inteligente, asi como las diferencias de la nueva
disciplina respecto de la inteligencia artificial [9].
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Las técnicas de cémputo inteligente aplicadas
a la medicina se han convertido en un area de
investigacién cada vez mayor en todo el mundo, y
la aplicacion y el desarrollo de nuevos modelos y
algoritmos para el diagnéstico o la prediccion de
enfermedades es un tema de investigacion activo.
No obstante que, por lo regular, los algoritmos de
cémputo inteligente son eficaces en el area
médica, tienen puntos débiles que vale la pena
enfrentar, entre los que sobresale el hecho de que
algunos algoritmos se comportan como “cajas
negras”, lo que hace imposible determinar qué
instancias se clasificaron incorrectamente y por
qué [11].

Los modelos enmarcados dentro del cémputo
inteligente tienen diversas ideas conceptuales que
forman la base de los algoritmos, en ambas fases:
aprendizaje y clasificacion. Entre los més famosos
e importantes del estado del arte se pueden
mencionar algunos notables: existen, entre otros,
los clasificadores bayesianos, cuyo
funcionamiento esta basado, principalmente, en el
Teorema de Bayes [12]; también son muy
conocidos y eficaces los clasificadores kNN (k
Vvecinos mas cercanos, por sus siglas en inglés)
[13]; por otro lado, los arboles de decision (el
algoritmo C4.5, por ejemplo) son modelos de
clasificacion muy utilizados por su sencillez y
efectividad [14].

Adicionalmente, se han generado modelos que
imitan a la naturaleza para clasificar patrones,
entre los que destacan los basados en modelos
matematicos de las neuronas del cerebro humano,
que son los clasificadores neuronales [15-17]; a
este enfoque pertenecen los algoritmos de
aprendizaje profundo (deep learning), cuyas
aplicaciones exitosas son tan populares hoy en dia
[18]. Asimismo, la optimizacion de funciones
analiticas sirve de base tedrica en el disefio y
funcionamiento de eficaces algoritmos de
clasificacion inteligente de patrones, llamados
maquinas de soporte vectorial (SVM, por sus
siglas en inglés) [19].

Una base conceptual del cédmputo inteligente
que es relevante para el presente trabajo de
investigacién es la que da soporte a un conjunto
de modelos conocidos como asociativos. El primer
modelo asociativo registrado en los anales de la
literatura es la Lernmatrix, creada en 1961 por Karl
Steinbuch [20]; y a partir de ahi se ha generado un
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namero considerable de modelos asociativos que
han dado lugar a aplicaciones relevantes en
diversos ambitos [21-34].

En el presente articulo se aplican al ambito
médico los algoritmos mas importantes y eficaces
de cOmputo inteligente que ofrece la plataforma
WEKA [35]; ademas, en la tarea del pre-
diagndstico de enfermedades se aplica por
primera vez un algoritmo de reciente creacion,
denominado Lernamtrix tau[9], que es un algoritmo
mejorado de la Lernmatrix original [20].

El resto del articulo esta estructurado como
sigue: en la seccidn 2 se presentan algunos
trabajos del estado del arte relacionados con el
diagnéstico médico, donde los autores proponen
soluciones algoritmicas para este propésito. Por
su parte, en las secciones 3 y 4 se describen,
respectivamente, los bancos de datos de
enfermedades y los algoritmos de computo
inteligente que se utilizaran en la seccién 5, donde
se exponen los resultados experimentales de la
presente investigacion. Finalmente, en la seccién
6 se incluyen las conclusiones y se bosquejan
algunas ideas para trabajo futuro.

2 Trabajos relacionados

En la comunidad médica internacional se
acepta que un diagndstico temprano es necesario
para atender la creciente carga de las
enfermedades crénicas, dado que la mayoria se
desarrollan rapidamente causando muertes y
mermando la calidad de vida de las personas que
las padecen. Para el pre-diagndstico médico, se
han propuesto varias soluciones algoritmicas en
los dltimos afios, y en esta seccibn se mencionan
de manera breve algunas de las mas destacadas.

En [1], Fazekas abordé la periodicidad de la
leucemia infantil en Hungria utilizando series de
tiempo estacionales. El analisis de la
estacionalidad de la leucemia linfoide infantil en
Hungria se realiz6 tanto en el numero total de
pacientes como en las series de datos divididas.
Los autores encontraron una cierta periodicidad en
las fechas del diagnéstico en pacientes con
leucemia. Aunque hubo alguna diferencia en los
patrones de los picos de componentes
estacionales de las tres series de tiempo, la
mayoria de los picos cayeron dentro de los meses

de invierno en las tres series de tiempo evaluadas.
Esto fue mas significativo en el grupo de todos los
pacientes y en el grupo de edad mas joven.

Dada la importancia de las enfermedades
cronicas y el nimero de personas que las
padecen, Abdar estudio la enfermedad hepatica
mediante el uso de métodos propios del area de la
mineria de datos [3]. El autor utilizé un nuevo arbol
de decision que permite identificar con mayor
precision enfermedades del higado.

Chang vy colaboradores desarrollaron un
sistema web de apoyo de decisiones que
considera principalmente el andlisis de
sensibilidad, asi como las decisiones previas y
posteriores o6ptimas y necesarias para el
diagndstico de algunas enfermedades cronicas,
como la enfermedad granulomatosa crénica. Este
sistema toma como base varios factores, entre
ellos el Teorema de Bayes, para integrar las
opiniones de los expertos y la informacion
obtenida por el sistema, lo cual sirve como base al
personal experto para tomar de decisiones de
calidad en cuanto al diagnéstico médico [36].

En la investigacién realizada por Vyas y sus
colaboradores, los autores establecen que para
entender una enfermedad es necesario
comprender los mecanismos moleculares, tales
como el numero de interacciones proteina-
proteina. Ellos enfocaron sus trabajos a una
enfermedad crénica muy relevante: la diabetes
mellitus; propusieron un modelo basado en SVM
que permite clasificar las huellas estructurales y
gendmicas de esta enfermedad [37].

Para el cancer de mama, Mungle propone un
algoritmo de agrupamiento hibrido k-means para
cuantificar el indice proliferativo de células de
cancer de mama basado en el conteo de nucleos
Ki-67, por medio de imagenes RGB de cancer de
mama tefiido con K-67, obteniendo un buen
desempefio en el modelo propuesto [38].

En un estudio realizado por Golub, se propone
el uso de expresiones genéticas de microarreglos
de DNA, para llevar a cabo la clasificacion de
cancer en leucemias agudas. Utilizando un
clasificador automético de reconocimiento de
patrones, se lograron identificar nuevos tipos de
cancer de leucemia [39].

Para las enfermedades crénicas del rifion,
Polat menciona que la precision de los algoritmos
de clasificacion depende del uso de algoritmos de
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seleccién de caracteristicas correctos para reducir
la dimension de los conjuntos de datos. por lo que
en su propuesta utilizé un algoritmo de SVM para
el diagnéstico, ademéas de métodos de reduccién
de la dimensionalidad [40].

En su investigacion para la deteccion de cancer
de mama por medio de imagenes, Padmavathy
propone un sistema de inferencia adaptativo
neurodifuso (ANFIS) para clasificar imagenes, y
logr6 una exactitud cercana al 98% en la
clasificacion [41].

En el mismo tenor, Guidi propone realizar la
deteccion de cancer de préstata por medio de
imagenes; para ello, identifica automaticamente a
los pacientes que pueden beneficiarse de un
tratamiento adaptativo, comparando los
tratamientos de radioterapia administrada contra
la planificada. La herramienta desarrollada pudo
clasificar a los pacientes con diferentes niveles
generales de variaciones morfoldgicas y predecir
posibles problemas causados por diferencias
relevantes entre la dosis planificada y la
administrada [42].

En un articulo publicado recientemente,
Go0zalez-Patifio propone aplicar metaheuristicas a
la segmentacion de imagenes mamograficas, para
la deteccion oportuna de cancer de mama. Los
resultados mostraron una menor tasa de error al
utilizar  estas metaheuristicas para la
segmentacién, en comparacidn con métodos
clasicos como el de Otsu [43].

3 Bancos de datos de enfermedades

En esta seccibn se presentan breves
resimenes de los bancos de datos de
enfermedades, los cuales fueron seleccionados
para realizar los experimentos de
esta investigacion.

Los bancos de datos que aqui se presentan se
tomaron del repositorio de datos KEEL [44] y del
Repositorio de la Universidad de California en
Irvine (UCI) [45]. Son bancos de datos de las
enfermedades crénicas mas comunes, como
cancer de mama, enfermedades de la tiroides y
enfermedades cardiacas.

Wisconsin: este banco de datos fue donado al

repositorio UCI por el Dr. William H. Wolberg del
Hospital de la Universidad de Wisconsin. Este
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banco de datos contiene informacion de casos
clinicos de pacientes con cancer de mama que se
sometieron a cirugia; consta de 9 atributos
numeéricos, y un total de 683 patrones distribuidos
en dos clases: tumores benignos vy
tumores malignos.

El banco de datos New Thyroid fue donado al
repositorio UCI por Stefan Aberhard de la
Universidad James Cook, en Australia. Este banco
de datos contiene informacién de pacientes que
padecen de la tiroides; consta de 5 atributos
numéricos y un total de 215 patrones. Las tres
clases de la funcién tiroidea son: normal,
hipertiroidismo e hipotiroidismo. Tomando como
base el banco de datos New Thyroid, KEEL generé
2 bancos de datos de dos clases:

New-thyroid1l: las dos clases son hipertiroidismo
y el resto de los 215 patrones.

New-thyroid2: las dos clases son hipotiroidismo y
el resto de los 215 patrones.

Haberman: este banco de datos contiene casos
de un estudio realizado entre 1958 y 1970 en el
Hospital Billings de la Universidad de Chicago
sobre la supervivencia de pacientes que se habian
sometido a cirugia por cancer de mama; consta de
3 atributos numéricos, y un total de 306 patrones
distribuidos en dos clases: el paciente sobrevivio 5
afios 0 mas (clase 1), o el paciente murié dentro
de 5 afios (clase 2).

Spectfheart: este banco de datos describe el
diagnéstico de imagenes de tomografia
computarizada SPECT, con el propésito de
detectar anomalias cardiacas; consta de 44
atributos numeéricos, y un total de 267 patrones
distribuidos en dos clases: normal o anormal.

En la Tabla 1 se resumen las caracteristicas de
los cinco bancos de datos descritos previamente.
En cada caso, se especifica el nombre del banco
de datos, el nimero de atributos de que esta
formado cada patrén, el nimero de patrones que
contiene el banco de datos y, finalmente, el
namero de clases en que se distribuyen todos los
patrones de ese banco de datos.

4 Algoritmos de coOmputo inteligente

En esta seccion se dara una explicacion breve
de los algoritmos que fueron utilizados en la fase
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Tabla 1. Bancos de datos

Banco Atributos  Patrones  Clases
Wisconsin 9 683 2
newt-thyroidl 5 215 2
newt-thyroid2 5 215 2
Haberman 3 306 2
Spectfheart 44 267 2

experimental para la clasificacion de patrones, en
cada uno de los bancos de datos descritos
previamente en la seccién 3.

En total se han seleccionado diez algoritmos de
cémputo inteligente, entre los que se consideran
los mejores en el estado del arte para realizar la
tarea de clasificacion de patrones.

En la subseccion 4.1 se describen brevemente
nueve algoritmos, los mejores de los diferentes
enfoques, que se han seleccionado de entre todos
los que ofrece la plataforma WEKA [35].

Se ha seleccionado un décimo algoritmo, el
cual se describe en la subseccién 4.2 y es de
reciente aparicion en la literatura cientifica. Se
trata del clasificador denominado Lernmatrix
tau[9], el cual y pertenece al enfoque asociativo de
clasificaciébn de patrones [21, 46] y es un caso
particular del nuevo paradigma minimalist machine
learning [47].

4.1 Algoritmos de la plataforma WEKA

A continuacion, se describen brevemente los
nueve algoritmos clasificadores de patrones que
se han seleccionado en la plataforma WEKA [35]:

1. NaiveBayes: este clasificador pertenece al
enfoque probabilistico. Para su operacion,
utiliza el Teorema de Bayes de una forma
ingenua (Naive), porque considera a todos los
atributos independientes desde el punto de
vista probabilistico, contrario a lo que ocurre
normalmente en el mundo real [12].

2. SMO: este algoritmo pertenece a las
maquinas de soporte vectorial (SVM), las
cuales son un conjunto de métodos para
clasificacion de patrones, para cuyo
funcionamiento utilizan la optimizacion de
funciones y los llamados vectores de soporte.

Este tipo de algoritmos tratan de encontrar un
hiperplano que separe de la mejor manera a
las clases; y si no se logra, se utiliza el truco
del kernel para transformar los patrones a un
espacio de dimension mayor a la original. Un
kernel puede ser una funcién lineal, polinomial,
de base radial o sigmoide [19].

Logistic: este algoritmo es la regresion
logistica, la cual es una técnica estadistica de
aprendizaje automatico. Toma como entradas
valores reales y hace una prediccion sobre la
probabilidad de que la entrada pertenezca a
una clase determinada. Esta probabilidad es
calculada con base en una funcién sigmoidea,
cuya expresion involucra a la funcién
exponencial [48].

MultilayerPerceptron: el MLP es una red
neuronal artificial formada por mdltiples capas
(layers), con cuyo disefio se intenta resolver
problemas de clasificacién con clases que no
son linealmente separables. EI MLP es
considerado por la comunidad cientifica como
un excelente clasificador de patrones; junto
con las SVM es el “enemigo a vencer” en todos
los estudios comparativos. EI MLP esta
formado principalmente por tres capas: la capa
de entrada, la capa oculta y la capa de salida:
En esta dltima capa se encuentran las
neuronas cuyos valores de salida
corresponden a la etiqueta de clase [15-17].

J48: este tipo de algoritmos de clasificacion
(los arboles de decisién) son de los mas
usados en tareas de clasificacion de patrones.
J48 es el nombre que se da en WEKA a un tipo
de &rbol de decision derivado del antiguo ID3.
Los &rboles de decisibn son apreciados
porque son explicables, estan basados en la
teoria de grafos y permiten ver de forma
estructurada cémo se clasifican las instancias
de un conjunto de datos. La estructura
contiene un nodo raiz en la parte superior del
arbol, y los nodos intermedios llamados hojas
gue corresponden a los atributos. En la parte
inferior del arbol se visualizan las clases [14].

RandomTree: es un algoritmo de clasificacion
de patrones que consiste en la construccion de
un arbol de decisién de manera aleatoria [49].
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7. RandomForest: este clasificador consiste en
un bosque aleatorio; es una combinacion de
arboles de decision. Se generan multiples
arboles de manera aleatoria, y cada arbol de
decisién emite un voto unitario para la clase
mas popular, y de esa manera es posible
clasificar un patrén de entrada [50].

8. IB1: este algoritmo es la version que ofrece
WEKA del clasificador 1-NN, el cual asigna a
un patron de prueba la clase a la que
pertenece su vecino mas cercano (nearest
neighbor). El acrénimo IB proviene del inglés
“Instance Based” [51].

9. IB3: este algoritmo es la versién que ofrece
WEKA del clasificador 3-NN, el cual asigha a
un patron de prueba la clase que resulta por
votacion en los tres vecinos mas cercanos.

4.2 El nuevo algoritmo Lernmatrix tau [9]

El clasificador de patrones Lernmatrix tau [9] es
un algoritmo de cOmputo inteligente que pertenece
al enfoque asociativo de clasificacion de
patrones [21].

El algoritmo Lernmatrix tau[ 9] fue publicado
recientemente [46]. Se deriva directamente del
primer modelo asociativo, la Lernmatrix [20], y es
un caso particular del nuevo paradigma minimalist
machine learning [47].

De acuerdo con [20], en la fase de aprendizaje
de la Lernmatrix original, a cada patron de entrada

binario X* de dimension n se le asocia un patrén
de salida y* tipo one-hot, de modo que si el patron
de entrada pertenece a la clase k, la componente
k-ésima de y* tiene valor uno, mientras que todas
las demas componentes tienen valor cero.

Sin en problema hay p clases, para iniciar la
fase de aprendizaje se crea una matriz M llena de
valores cero con p filas y n columnas, y para cada
pareja del conjunto de aprendizaje la matriz M
actualiza sus valores de entrada de acuerdo con la
siguiente regla de Steinbuch:

+ssiyi” =1 =x;‘,
Am;; = —ssiyi”=0yx;*=1, (1)
0 en otro caso.
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Si X“ es un patrén n-dimensional cuya clase
se desconoce, es posible estimar la clase de ese
patron en la fase de recuperacion de la Lernmatrix.

Para ello, se opera la matriz M con el patron X“
para tratar de obtener el patrén Yy“ que le

corresponde. Dado que Y“ es un patrén one-hot

p-dimensional, la informacién de la clase se
encuentra en la componente diferente de cero.

Este proceso se expresa asi:

n n
i=1 j=1

0 en otro caso

Se esperaria que el algoritmo descrito arrojara
la clase correcta para cada patron de prueba. Sin
embargo, este es el caso ideal, porque en la
realidad la Lernmatrix sufre de un problema
llamado saturacion, que evita la recuperacién
correcta de los patrones one-hot de salida en
porcentajes que hacen que la Lernmatrix sea un
clasificador no competitivo con los clasificadores
del estado del arte.

El nuevo algoritmo Lernmatrix tau [9] mejora de
manera notable los resultados de la Lernmatrix
original, en la tarea de clasificacion de patrones.
Ademas de las expresiones originales (1) y (2), la
Lernmatrix tau [9] usa el c6digo Johnson-Mébius y
una nueva transformada original, a la que los
autores llamaron tau[9].

El cédigo Johnson-Mdobius convierte un arreglo
de numeros reales en un conjunto de cadenas
binarias con una estructura muy simple.
Primeramente, se fija un nimero de decimales vy,
si se requiere, se truncan los niUmeros reales para
que queden representados con ese nimero fijo de
decimales; luego, mediante restas y
escalamientos adecuados, se convierten todos los
nameros del arreglo en enteros no negativos.

Como ejemplo ilustrativo, apliguemos el codigo
Johnson-M6bius a este arreglo de 5 numeros
reales: 1.7, -0.1, 1.9, 0.2 y 0.6. Al restar -0.1 y
escalar por 10, el arreglo se transforma en 5
enteros no negativos: 18, 0, 20, 3y 7. Finalmente,
para formar la cadena binaria se considera el
namero maximo del arreglo (en este ejemplo ese
maximo es 20) y se representa con unos (en este
caso, 20 unos).
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Tabla 2. Johnson-Mobius

1.7 00111111111111111111
-0.1 00000000000000000000
1.9 111111112111111111111
0.2 00000000000000000111
0.6 00000000000001111111

En este ejemplo el cero se representa con 18
ceros, y los demas se representan con tantos unos
como indique su valor, antecedidos de una cadena
de ceros hasta completar 20 digitos binarios. El
arreglo convertido se presenta en la Tabla 2.

La piedra angular del nuevo algoritmo
Lernmatrix tau [9] es la transformada tau[9], la cual
convierte un digito binario en una dupla de digitos
binarios, de acuerdo con lo siguiente:

) = (7).
10 = (3).

La aparente simplicidad de la transformada tau
[9] es lo que permite mejorar de manera notable el
rendimiento de la Lernmatrix, hasta convertir el
nuevo algoritmo en un clasificador competitivo en
el estado del arte.

®)

Fase de aprendizaje de la Lernmatrix tau [9]:

1. Aplicar el cédigo Johnson-Mobius a todos los
patrones de entrada.

2. Aplicar la transformada tau [9] a todas las
componentes de los patrones de entrada
transformados en el paso 1.

3. Asociar con cada patron de entrada
transformado en el paso 2 un patrén de salida
one-hot.

4. Realizar la fase de aprendizaje de la
Lernmatrix de acuerdo con (1) para obtener la
matriz M.

Fase de recuperacion de la Lernmatrix tau [9]:
1. Aplicar el cédigo Johnson-Mdbius a un patrén
de clase desconocida.

2. Aplicar la transformada tau [9] a todas las
componentes del patron transformado en el
paso 1.

3. Asociar con cada patron de entrada un patron
de salida one-hot.

4. Realizar la fase de recuperacion de la
Lernmatrix M de acuerdo con (2).

5 Resultados experimentales

Es esta seccion se describen los experimentos
realizados, los resultados obtenidos, asi como los
métodos de validacién y las medidas empleadas
para la comparacién del desempefio de los
algoritmos en la clasificacion de los bancos de
datos de enfermedades, los cuales fueron
seleccionados previamente.

Los experimentos con los nueve algoritmos
descritos en la subseccion 4.1, se realizaron en la
plataforma WEKA, mientras que el nuevo
algoritmo Lernmatrix tau [9], descrito en la
subseccion 4.2, se program6 en lenguaje Python.

Todos los experimentos se realizaron en una
computadora personal con sistema operativo
Windows 10, con un procesador Intel (R) Core
(TM) i5-7300HQ CPU a 2.4 GHz y RAM de 8 GB.

5.1 Método de validacion

Por la naturaleza de los experimentos, la
presente investigacion esta inmersa en el
paradigma supervisado del computo inteligente.
Esto significa que en cada experimento es preciso
definir un conjunto de aprendizaje y un conjunto de
prueba, a partir de los bancos de datos; y ambos
conjuntos deben formar una particion.

En la literatura especializada existen varias
maneras de crear estas particiones. Son los
métodos de validacion, entre los que sobresalen
boostrap, hold-out, leave-one-out y el método mas
utilizado: k-cross-fold-validation [44].

Cuando se aplica k-cross-fold-validation, el
valor mas popular de k es 10. Sin embargo, dado
que algunos de los bancos de datos que se usan
en los experimentos son desbalanceados, se
recomienda 5 para el valor de k; es decir, se
recomienda el uso de 5-cross-fold-validation como
método de validacion [52].

5.2 Medida de desempefio
En los bancos de datos de enfermedades, es

comun que los patrones se agrupen en dos clases.
Por ejemplo, en el banco de datos Wisconsin que
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Prediccion
Positivos Negativos

Verdaderos Falsos

Positivos Positivos (VP) | Negativos (FN)

Negativos | Falsos Verdaderos
Positivos (FP) | Negativos (VN)

Observacién

Fig. 1. Matriz de confusion

se describié en la seccién 3, los 683 patrones se
distribuyen en dos clases: tumores benignos y
tumores malignos.

En la jerga médica, cuando alguien padece una
enfermedad, se dice que esa persona dio positivo
a esa enfermedad; y una persona que no sufre esa
enfermedad es un caso negativo. Bajo esta
nomenclatura, en el caso del banco de datos
Wisconsin, los tumores malignos corresponden a
los patrones de la clase de los positivos, mientras
que los tumores benignos corresponden a los
patrones de la clase de los negativos.

En general, en un banco de datos de
enfermedades, a una clase se le llama POSITIVO,
y a la otra, NEGATIVO.

Al aplicar un clasificador a un banco de
enfermedades con dos clases, el resultado de
presentar al clasificador un patron de prueba tiene
cuatro posibilidades:

1. El patrén de prueba es positivo y el resultado
que da el clasificador es positivo. Se trata de
un VERDADERO POSITIVO (VP).

2. El patrén de prueba es positivo y el resultado
que da el clasificador es negativo. Se trata de
un FALSO NEGATIVO (FN).

3. El patron de prueba es negativo y el resultado
que da el clasificador es positivo. Se trata de
un FALSO POSITIVO (FP).

4. El patron de prueba es negativo y el resultado
que da el clasificador es negativo. Se trata de
un VERDADERO NEGATIVO (VN).

Después de aplicar el clasificador a todos
patrones de prueba en un experimento dado, los
resultados finales se pueden representar en un
arreglo llamado matriz de confusién, como se
muestra en la Figura 1.

Obsérvese que VP y VN corresponden a los
casos donde el clasificador acerto.

Por otro lado, FP y FN corresponden a los
casos donde el clasificador cometié errores. Lo
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ideal, evidentemente, es que estos dos valores
estén muy cercanos a cero (0 que sean cero).

De la matriz de confusion se derivan dos
medidas de desempefio que, a su vez, permiten
definir la medida de desempefio que usamos en
los experimentos de esta investigacién, porque es
apropiada para bancos de datos desbalanceados.

La primera medida se llama SENSIBILIDAD, y
se define como la fraccion de la cantidad de
patrones que el algoritmo clasificé como positivos,
entre el total de los positivos en el banco de datos;
es decir:

vp
= — 4
SENSIBILIDAD 7P LT (4)

La segunda medida es la ESPECIFICIDAD, y
se define como la fraccion de la cantidad de
patrones que el algoritmo clasific6 como
negativos, entre el total de los negativos en el
banco de datos; es decir:

VN
= ——: 5
ESPECIFICIDAD N T FP (5)

A partir de las (4) y (5) se define una medida de
desempefio llamada Exactitud Balanceada (BA
por las siglas en inglés de Balanced Accuracy), la
cual es apropiada para bancos de datos
desbalanceados, porque no tiene la desventaja de
la exactitud simple, cuyo valor tiende a sesgarse
hacia la clase mayoritaria:

4= SENSIBILIDAD + ESPECIFICIDAD
- 2 - (6)

El mayor valor posible es 1, cuando no hay
errores de clasificacion; es decir cuando FP y FN
tienen ambos valor cero (lo cual es muy raro).

Un valor de 0.50 para BA equivale a tirar un
volado. Se espera que en un experimento normal,
el resultado que arroje BA esté por encima de
0.50, cercano a 1 de preferencia.

Dependiendo del banco de datos, valores de
BA arriba de 0.90 son excelentes, mientras que
valores entre 0.80 y 0.90 son buenos. Los valores
entre 0.60 y 0.80 son regulares, y los valores de
BA debajo de 0.60, cercanos a 0.50 son
realmente malos.
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Tabla 2. Resultados

Algoritmos Bancos de datos

wsc nwtl nwt2 hbrm spec
NB 096 098 098 057 0.77
SVM 097 077 075 050 0.50
LR 096 096 096 054 0.62
MLP 095 095 095 058 0.66
J48 094 094 094 057 0.60
RT 092 098 091 058 0.65
RF 096 095 092 055 0.60
IB1 094 097 098 0.64 0.59
IB3 096 096 092 055 0.58

LM-1[9] 096 099 099 052 0.62

Abreviaturas de las columnas:
WSC: wisconsin
nwtl: new-thyroidl
nwt2: new-thyroid2
hbrm: haberman
spec: spectfheart
Abreviaturas de las filas:
NB: Naive Bayes
SVM: maquina de soporte vectorial SMO
LR: Logistic
MLP: red neuronal MultilayerPerceptron
J48: arbol de decision J48
RT: RandomTree
RF: RandomForest
IB1: IB1
IB3: IB3

LM-1[9]: Lernmatrix tau [9]
5.3 Resultados y discusién

En esta seccién se presentan los resultados de
los experimentos, usando el método de validacién
5-fold-cross-validation y BA como medida del
desempefio de los 10 clasificadores.

En la Tabla 3 se presentan los resultados
encontrados al aplicar los 10 algoritmos de
clasificacion descritos en la seccion 4, a los 5
bancos de datos descritos en la seccion 3.

Todos los resultados representan el valor de
BA con dos decimales.

En la Tabla 3 se han marcado con negrilla los
mejores valores para cada uno de los bancos de
datos. Se puede observar que solo 4 de los 10
algoritmos de clasificacion de patrones quedaron
al menos una vez en primer lugar: NB en el banco
de datos spec, SVM en el banco de datos wsc, IB1

en el banco de datos hbrm; y con el algoritmo LM-
1[9] ocurre algo interesante, porque este algoritmo
queda en primer lugar, no en uno, sino en dos
bancos de datos: nwtl y nwt2.

Pero hay més: en el banco de datos wsc, a
pesar de que LM-t[9] no quedd en primero, pero si
guedd en segundo lugar; es decir, sigue siendo
muy competitivo. Y en el banco de datos spec, LM-
7[9] no quedd entre los dltimos, sino en
cuarto lugar.

En el banco de datos hbrm LM-t[9] queda en
penultimo lugar, quedando por arriba sélo de SVM
(uno de los “enemigos a vencer” en general). Esto
ocurre con la medida de desempefio BA; sin
embargo, veamos qué ocurre cuando sélo
tomamos en cuenta los enfermos, es decir los
casos positivos.

Normalmente, a los médicos les interesa saber
qué tan bien se detectan los casos positivos, y
para ello se usa la SENSIBILIDAD.
Sorpresivamente, si tomamos en cuenta esta
medida de desempefio, en el banco de datos hbrm
LM-t [9] queda en tercer lugar (no en penultimo)
con un valor de 0.31, quedando por encima
solamente IB1 (0.43) y RF (0.40).

6 Conclusiones y trabajo futuro

En el presente articulo se han presentado los
resultados de aplicar 9 algoritmos de computo
inteligente en la clasificacién de bancos de datos
de enfermedades.

Aprovechando la plataforma WEKA vy el
contenido de los repositorios KEEL y UCI, se
realiza un estudio experimental para estudiar el
desempefio que exhiben esos clasificadores de
patrones al ser aplicados en el pre-diagnéstico de
algunas enfermedades crénicas de importancia en
el contexto de la salud de los seres humanos.

Ademas de los 9 clasificados elegidos entre los
mejores del estado del arte, se aplica por primera
vez un algoritmo de reciente aparicion en la
literatura cientifica: se trata del clasificador de
patrones Lernmatrix tau [9], que es un algoritmo de
cémputo inteligente perteneciente al enfoque
asociativo de clasificaciéon de patrones.

En la parte experimental del presente articulo
se aplicaron estos algoritmos de computo
inteligente en bancos de datos de cancer de
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mama, hipertiroidismo e hipotiroidismo. Los
resultados que se derivaron de los experimentos
muestran la superioridad del desempefio de las
maéguinas de soporte vectorial, del algoritmo IB1 y,

de manera notable, del nuevo algoritmo
Lernmatrix tau [9].
Los desempefios alcanzados permiten

confirmar, con un alto grado de certeza, la utilidad
de los modelos de computo inteligente en el pre-
diagnéstico de enfermedades cronicas.

Como trabajo futuro, se plantea aplicar los 10
algoritmos clasificadores de patrones del presente
articulo en otros bancos de datos de
enfermedades de diferente naturaleza, asi como
en bancos de datos de otros ambitos de la
actividad humana.

SE plantea también, en trabajo futuro,
comparar los desempefios aqui descritos contra
los desempefios de modelos que han alcanzado
renombre recientemente, como los algoritmos de
deep learning.

Agradecimientos

Los autores agradecen al Instituto Politécnico
Nacional (Secretaria Académica, a la Comision de
Operacion y Fomento de Actividades Académicas,
a la Secretaria de Investigacion y Posgrado y al
Centro de Investigacion en Computacion), a la
Universidad Politécnica de Pachuca, al Consejo
Nacional de Ciencia y Tecnologia y al SNI -
Sistema Nacional de Investigadores por su apoyo
en la realizacion del presente trabajo
de investigacion.

Referencias

1. Fazekas, M. (2006). Analysing data of childhood
acute lymphoid leukaemia by seasonal time series
methods. Journal of Universal Computer Science,
Vol. 12, No. 9, pp. 1190-1195.

2. Hay, S.I., Abajobir, A.A., Abate, K.H., Abbafati,
C., Abbas, K.M., Abd-Allah, F., & Aboyans, V.
(2017). Global, regional, and national disability-
adjusted life-years (DALYs) for 333 diseases and
injuries and healthy life expectancy (HALE) for 195
countries and territories, 1990-2016: a systematic
analysis for the Global Burden of Disease Study

Computacion y Sistemas, Vol. 24, No. 3, 2020, pp. 1313-1325

doi: 10.13053/CyS-24-3-3492

10.

11.

12.

2016. The Lancet, Vol. 390, No. 10100, pp. 1260—
1344. DOI:10.1016/S0140-6736(17)32130-X.

Abdar, M., Zomorodi-Moghadam, M., Das, R. &
Ting, I.H. (2017). Performance analysis of
classification algorithms on early detection of liver
disease. Expert Systems with Applications, Vol. 67,
pp. 239-251.

Gonzalez-Patifio, D., Villuendas-Rey, Y.,
Arguelles-Cruz, A.J., Camacho-Nieto, O., &
Yafiez-Marquez, C. (2020). AISAC: An artificial
immune system for associative classification
applied to breast cancer detection. Applied
Sciences, Vol. 10, No. 2, pp. 515. DOI:10.3390/
app10020515

Uriarte-Arcia, A.V., Lépez-Yafez, ., & Yéafez-
Marquez, C. (2014). One-hot vector hybrid
associative classifier for medical data classification.
PloS one, Vol. 9, No. 4, pp. e95715. DOI:
10.1371/journal.pone.0095715.

Aldape-Pérez, M., Yafiez-Marquez, C., Camacho-
Nieto, O., LOpez-Yéfiez, |., & Arglelles-Cruz, A.J.
(2015). Collaborative learning based on associative
models: Application to pattern classification in
medical datasets. Computers in Human Behavior,
Vol. 51, pp. 771-779. DOI:10.1016/j.chb.2014
11.091.

Villuendas-Rey, Y., Alanis-Tamez, M.D., Rey-
Benguria, C., Yafiez-Marquez, C., & Nieto, O.C.
(2018). Medical Diagnosis of Chronic Diseases
Based on a Novel Computational Intelligence
Algorithm. Journal of Universal Computer Science,
Vol. 24, No. 6, pp. 775-796.

Castrezana-Campos, M.D.R. (2017). Geografia
del cancer de mama en México. Investigaciones
geogréficas, Vol. 93, pp. 1-18.

Bezdek, J.C. (1994). What is computational
intelligence?. Computational Intelligence Imitating
Life, IEEE Press, pp. 1-12.

Nahar, J., Imam, T., Tickle, K.S., & Chen, Y.P.P.
(2013). Computational intelligence for heart disease
diagnosis: A medical knowledge driven approach.
Expert Systems with Applications, Vol. 40, No. 1,
pp. 96-104. DOI:10.1016/j.eswa.2012.07.032.

Rijo, R., Silva, C., Pereira, L., Gongalves, D., &
Agostinho, M. (2014). Decision support system to
diagnosis and classification of epilepsy in children.
Journal of Universal Computer Science, Vol. 20, No.
6, pp. 907-923.

Bhargavi, P. & Jyothi, S. (2009). Applying naive
bayes data mining technique for classification of
agricultural land soils. International Journal of
Computer Science and Network Security, Vol. 9,
No. 8, pp. 117-122.



13.

14.

15.

16.

17.

18.

19.

20.

21.

22.

23.

24.

25.

ISSN 2007-9737

Pre-diagnéstico de enfermedades crénicas mediante la aplicaciéon de modelos de computo inteligente 1323

Cover, T. & Hart, P. (1967). Nearest neighbor
pattern classification. |IEEE Transactions On
Information Theory, Vol. 13, No. 1, pp. 21-27.
DOI:10.1109/TIT.1967.1053964.

Quinlan, J.R. (1990). Decision trees and decision-
making. IEEE Transactions on Systems, Man, and
Cybernetics, Vol. 20, No. 2, pp. 339-346. DOI:
10.1109/21.52545.

McCulloch, W.S. & Pitts, W. (1943). A logical
calculus of the ideas immanent in nervous activity.
The bulletin of mathematical biophysics, Vol. 5, No.
4, pp. 115-133. DOI:10.1007/BF02478259.

Rosenblatt, F. (1958). The perceptron: a
probabilistic model for information storage and
organization in the brain. Psychological Review,
Vol. 65, No. 6, pp. 386. DOI:10.1037/h0042519.

Rumelhart, D.E., Hinton, G.E., & Williams, R.J.
(1987). Learning internal representations by error
propagation. Parallel Distributed Processing, Vol. 1.
D. Rumelhart & J. Mc Clelland Eds.

LeCun, Y., Bengio, Y., & Hinton, G. (2015). Deep
learning. Nature, Vol. 521, No. 7553, pp. 436-444.
Cortes, C. & Vapnik, V. (1995). Support-vector
networks. Machine learning, Vol. 20, No. 3, pp. 273—
297. DOI:10.1007/BF00994018.

Steinbuch, K. (1961). Die lernmatrix. Kybernetik,
Vol. 1, No. 1, pp. 36—45. DOI:10.1007/BF00293853.
Yafez-Marquez, C., Lopez-Yafiez, I., Aldape-
Pérez, M., Camacho-Nieto, O., Argielles-Cruz,
AJ., & Villuendas-Rey, Y. (2018). Theoretical
foundations for the alpha-beta associative
memories: 10 years of derived extensions, models,
and applications. Neural Processing Letters, Vol.
48, No. 2, pp. 811-847. DOI:10.1007/s11063-017-
9768-2.

Lopez-Yéfiez, |., YaAez-Marquez, C., Camacho-
Nieto, O., Aldape-Pérez, M., & Arglelles-Cruz, A.
J. (2015). Collaborative learning in postgraduate
level courses. Computers in Human Behavior, Vol.
51, pp. 938-944. DOI:10.1016/j.chb.2014.11.055.
Lopez-Yéafiez, 1., Sheremetov, L., & Yafiez-
Marquez, C. (2014). A novel associative model for
time series data mining. Pattern Recognition
Letters, Vol. 41, pp. 23-33. DOI:10.1016/j.patrec.
2013.11.008.

Serrano-Silva, Y.O., Villuendas-Rey, Y., & Yafiez-
Marquez, C. (2018). Automatic feature weighting
for improving financial. Decision Support Systems,
Vol. 107, pp. 78-87. DOI:10.1016/j.dss.2018.
01.005

Lytras, M.D., Mathkour, H., Abdalla, H.l., Yafiez-
Marquez, C., & De Pablos, P.O. (2014). The social
media in academia and educationresearch r-

26.

27.

28.

29.

30.

31.

32.

33.

34.

evolutions and a paradox: advanced next
generation social learning innovation. Journal of
Universal Computer Science, Vol. 20, No. 15, pp.
1987-1994.

Acevedo-Mosqueda, M.E., Yafiez-Marquez, C., &
Lopez-Yafiez, |. (2007). Alpha—Beta bidirectional
associative memories: theory and applications.
Neural Processing Letters, Vol. 26, No. 1, pp. 1-40.
DOI:10.1007/s11063-007-9040-2.

Garcia-Floriano, A., Ferreira-Santiago, A.,
Camacho-Nieto, O., & Yafiez-Marquez, C. (2019).
A machine learning approach to medical image
classification: Detecting age-related macular
degeneration in fundus images. Computers &
Electrical Engineering, Vol. 75, pp. 218-229.
DOI:10.1016/j.compeleceng.2017.11.008.

Villuendas-Rey, Y., Rey-Benguria, C.F., Ferreira-
Santiago, A., Camacho-Nieto, O., & Yafez-
Marquez, C. (2017). The naive associative
classifier (NAC): a novel, simple, transparent, and
accurate classification model evaluated on financial
data. Neurocomputing, Vol. 265, pp. 105-115. DOI:
10.1016/j.neucom.2017.03.085.

Godinez, I.LR., Lopez-Yéanez, |, & Yanez-Marquez,
C. (2009). Classifying patterns in bioinformatics
databases by wusing Alpha-Beta associative
memories. Biomedical Data and Applications, pp.
187-210. DOI:10.1007/978-3-642-02193-0_8.

Moreno-Moreno, P., & Yafiez-Méarquez, C. (2008).
The new informatics technologies in education
debate. World Summit on Knowledge Society, Vol.
1, No. 4, pp. 291-296. DOI:10.1007/978-3-540-
87783-7_37.

Ramirez-Rubio, R., Aldape-Pérez, M., Yéafez-
Marquez, C., Lépez-Yafez, I., & Camacho-Nieto,
O. (2017). Pattern classification using smallest
normalized difference associative memory. Pattern
Recognition Letters, Vol. 93, pp. 104-112. DOI:
10.1016/j.patrec.2017.02.013.

Uriarte-Arcia, A.V., Lopez-Yafiez, |, Yéafez-
Marquez, C., Gama, J., & Camacho-Nieto, O.
(2015). Data stream classification based on the
gamma classifier. Mathematical Problems in
Engineering, Vol. 2015, No. 6. DOI:10.1155/2015/
939175.

Garcia-Floriano, A., Lépez-Martin, C., Yéafiez-
Marquez, C., & Abran, A. (2018). Support vector
regression for predicting software enhancement
effort. Information and Software Technology, Vol.
97, pp. 99-109. DOI:10.1016/j.infsof.2018.01.003.

Acevedo, M.E., Yafiez-Marquez, C., & Acevedo,

M.A. (2010). Associative models for storing and
retrieving concept lattices. Mathematical Problems

Computacion y Sistemas, Vol. 24, No. 3, 2020, pp. 1313-1325

doi: 10.13053/CyS-24-3-3492



ISSN 2007-9737

1324 Patricio Reyes Ledn, Julio César Salgado Ramirez, José Luis Velazquez Rodriguez

35.

36.

37.

38.

39.

40.

41.

42.

43.

Computacion y Sistemas, Vol. 24, No. 3, 2020, pp. 1313-1325

in Engineering, Vol. 2010, No. 96. DOI:10.1155
/2010/356029.

Hall, M., Frank, E., Holmes, G., Pfahringer, B.,
Reutemann, P., & Witten, I. H. (2009). The WEKA
data mining software: an update. ACM SIGKDD
Explorations Newsletter, Vol. 11, No. 1, pp. 10-18.
DOI:10.1145/1656274.1656278.

Chang, C.C., Cheng, C.S., & Huang, Y.S. (2006).
A Web-Based Decision Support System for Chronic
Diseases. Journal of Universal Computer Science,
Vol. 12, No. 1, pp. 115-125.

Vyas, R., Bapat, S., Jain, E., Karthikeyan, M.,
Tambe, S., & Kulkarni, B.D. (2016). Building and
analysis of protein-protein interactions related to
diabetes mellitus using support vector machine,
biomedical text mining and network analysis.
Computational Biology and Chemistry, Vol. 65, pp.
37-44. DOI:10.1016/j.compbiolchem.2016.09.011.

Mungle, T., Tewary, S., Arun, |., Basak, B.,
Agarwal, S., Ahmed, R., & Chakraborty, C.
(2017). Automated characterization and counting of
Ki-67 protein for breast cancer prognosis: A
guantitative  immunohistochemistry  approach.
Computer Methods and Programs in Biomedicine,
Vol. 139, pp. 149-161. DOI:10.1016/j.cmpb.2016.
11.002.

Golub, T.R., Slonim, D.K., Tamayo, P., Huard, C.,
Gaasenbeek, M., Mesirov, J.P., & Bloomfield, C.
D. (1999). Molecular classification of cancer: class
discovery and class prediction by gene expression
monitoring. Science, Vol. 286, No. 5439, pp. 531-
537. DOI:10.1126/science.286.5439.531.

Polat, H., Mehr, H.D., & Cetin, A. (2017). Diagnosis
of chronic kidney disease based on support vector
machine by feature selection methods. Journal of
Medical Systems, Vol. 41, No. 4, pp. 55. DO
10.1007/s10916-017-0703-x.

Padmavathy, T.V., Vimalkumar, MN., &
Bhargava, D.S. (2019). Adaptive clustering based
breast cancer detection with ANFIS classifier using
mammographic images. Cluster Computing, Vol.
22, No. 6, pp. 13975-13984. DOI:10.1007/s10586-
018-2160-9.

Guidi, G., Maffei, N., Vecchi, C., Gottardi, G.,
Ciarmatori, A., Mistretta, G.M., & Costi, T. (2017).
Expert system classifier for adaptive radiation
therapy in prostate cancer. Australasian Physical &
Engineering Sciences in Medicine, Vol. 40, No. 2,
pp. 337-348. DOI:10.1007/s13246-017-0535-5.

Gonzéalez-Patifio, D., Villuendas-Rey, Y.,
Arguelles-Cruz, AJ., & Karray, F. (2019). A novel
bio-inspired method for early diagnosis of breast
cancer through mammographic image analysis.

doi: 10.13053/CyS-24-3-3492

44.

45.

46.

47.

48.

49.

50.

51.

52.

53.

Applied Sciences, Vol.
DOI:10.3390/app9214492.

Alcala-Fernandez, J., Fernandez, A., Luengo, J.,
Derrac, J., Garcia, S., Sanchez, L., & Herrera, F.
(2011). Keel data-mining software tool: data set
repository, integration of algorithms and
experimental analysis framework. Journal of
Multiple-Valued Logic & Soft Computing, Vol. 17,
No. 2, pp. 255-287.

Dua, D. & Graff, C. (2019). UCI Machine Learning
Repository. [http://archive.ics.uci.edu/ml], Irvine,
CA: University of California, School of Information
and Computer Science.

Velazquez-Rodriguez, J.L., Villuendas-Rey, Y.,
Camacho-Nieto, O., & Yafiez-Marquez, C. (2020).
A novel and simple mathematical transform
improves the perfomance of lernmatrix in pattern
classification. Mathematics, Vol. 8, No. 5, pp. 732.
DOI:10.3390/math8050732.

Yanez-Marquez, C. (2020). Toward the bleaching
of the black boxes: minimalist machine learning. IT
Professional, Vol. 22, No. 4, pp. 51-56.
DOI:10.1109/ MITP.2020.2994188.

Bootkrajang, J., & Kabéan, A. (2014). Learning
kernel logistic regression in the presence of class
label noise. Pattern Recognition, Vol. 47, No. 11, pp.
3641-3655. DOI:10.1016/j.patcog.2014.05.007.

Kalmegh, S. (2015). Analysis of weka data mining
algorithm reptree, simple cart and randomtree for
classification of indian news. International Journal of
Innovative Science, Engineering & Technology, Vol.
2, No. 2, pp. 438-446.

Zhang, L. & Suganthan, P.N. (2014). Random
forests with ensemble of feature spaces. Pattern
Recognition, Vol. 47, No. 10, pp. 3429-3437. DOI:
10.1016/j.patcog.2014.04.001.

de Haro-Garcia, A., Cerruela-Garcia, G., &
Garcia-Pedrajas, N. (2019). Instance selection
based on boosting for instance-based learners.
Pattern Recognition, Vol. 96, pp. 106959. DOI:
10.1016/j.patcog.2019.07.004.

Lopez, V., Fernandez, A., Garcia, S., Palade, V.,
& Herrera, F. (2013). An insight into classification
with imbalanced data: Empirical results and current
trends on using data intrinsic characteristics.
Information Sciences, Vol. 250, pp. 113-141.
DOI:10.1016/}.ins.2013.07.007.

Lujan-Garcia, J.E., Yafiez-Marquez, C.,
Villuendas-Rey, Y., & Camacho-Nieto, O. (2020).
A Transfer Learning Method for Pneumonia
Classification and Visualization. Applied Sciences,
Vol. 10, No. 8, pp. 2908. DOI:10.3390/app100
82908.

9, No. 21, pp. 4492.



ISSN 2007-9737

Pre-diagnéstico de enfermedades crénicas mediante la aplicaciéon de modelos de computo inteligente 1325

54. Lujan-Garcia, J.E., Moreno-lbarra, M.A,, Article received on 02/05/2020; accepted on 19/06/2020.
Villuendas-Rey, Y., & Yafez-Marquez, C. (2020). Corresponding author is Patricio Reyes Ledn.
Fast COVID-19 and Pneumonia Classification
Using Chest X-ray Images. Mathematics, Vol. 8, No.
9, pp. 1423.

Computacion y Sistemas, Vol. 24, No. 3, 2020, pp. 1313-1325
doi: 10.13053/CyS-24-3-3492



